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Zusammenfassung

Eine in der Geodasie bisher kaum beachtete Gruppe von Algo-
rithmen zur Interpolation, Regression oder Mustererkennung
sind die sogenannten Support Vector Machines. Sie sind viel-
seitig einsetzbar und es existiert im Internet bereits eine Viel-
zahl von frei erhéltlichen Programmen. Daher soll hier ein kur-
zer Uberblick tiber die theoretischen Grundgedanken und tiber
die mathematischen Zusammenhange, aber im zweiten Teil
dieses Artikels in einem folgenden Heft auch - anhand von
praktischen Beispielen - iiber die Anwendungsmdglichkeiten
gegeben werden.

Summary

The support vector machines form a group of algorithms for in-
terpolation, regression or pattern recognition. They are nearly
unknown within the scope of geodetic works. These algorithms
are suitable for many purposes. In the world wide web, one
can find a lot of freeware solutions. A short overview will be
presented about the theoretical as well as about the mathe-
matical basics and finally over the potential of these methods.
Within one of the next issues, the latter will be explained by
presenting several practical examples in the second part of this

paper.

1 Einleitung

Weitgehend unerkannt finden sich Support Vector Machi-
nes (SVM) in Programmen, die bereits von Geoditen ver-
wendet werden, wie beispielsweise in Spezialanwendun-
gen als Klassifizierungsoperatoren in Geoinformations-
systemen oder Fernerkundungsauswertungen. Im Gegen-
satz dazu sind Fuzzy-Regelsysteme oder Kiinstliche Neu-
ronale Netze schon vielen Geodéten bekannt und werden
oft schon ganz selbstverstindlich zur Bewéltigung geo-
datischer Aufgaben eingesetzt (Heine 1999; Miima 2002;
Akyilmaz und Kutterer 2004; Reiterer 2005, 2006; Heinert
und Niemeier 2007; Heine 2008; Heinert 2008a,b, u.v.a.).
Dennoch ist die SVM - der weitaus machtigste lernende
Algorithmus - bisher nahezu tibersehen worden.

Die Support Vector Machine ist ein lernender Algorith-
mus, der die Beziehung von einer Sammlung von Ein-
gangsdaten zu einer Ausgangsgrofe lernt, imitiert, aber in
den meisten Fillen identifiziert. Sein entscheidender Vor-
teil gegeniiber allen lernenden Algorithmen liegt in den
Strategien zur Vermeidung des sogenannten Ubertrainie-
rens, im Englischen als (overfitting) bezeichnet (Vapnik
1998; Burges 1998; Haykin 1999; Scholkopf und Smola
2001).

Dieser Algorithmus leitet sich aus der recht komplexen
Statistischen Lerntheorie her (Vapnik und Chervonenkis
1974; Vapnik 1998) und es gibt bereits eine Reihe von
frei verfiigbaren Programmen im Internet (Riiping 1999,
2000; Chang und Lin 2000; Scholkopf et al. 2007), die
sich recht robust bedienen lassen.

2 Theoretisches Grundprinzip

Was zeichnet eine unbekannte nichtparametrische Mo-
dellfunktion @, aus, die geeignet ist, viele verschiede-
ne Systeme und ihre Prozesse abzubilden? Eine unbedarf-
te Vermutung wiirde einer solchen Funktion Komplexitit
und Nichtlinearitdt unterstellen. SchlieBlich muss diese
Funktion lineare, periodische oder exponentielle Prozes-
se gleichermafen zu beschreiben in der Lage sein. Dabei
wiére eine lineare oder linearisierte Funktion doch wiin-
schenswerter, da diese leichter zu handhaben ist.

Eine Losung ergibt sich theoretisch, wenn der Zu-
standsraum R” der Muster, also der erfassten Datenpaare
von Systemein- und -ausgingen, durch eine Abbildung
zugunsten eines hoherdimensionalen Merkmalsraumes H
verlassen wird. Das ist einerseits méglich, indem zusétzli-
che bisher nicht quantifizierte Charakteristika der Daten-
paare mit beriicksichtigt werden. Fiir ein Bewegungsfeld,
das mit geodétischen Methoden punktweise erfasst wurde,
kann ein solches Charakteristikum die Bodenbeschaffen-
heit, die unterliegende geologische Struktur oder schlicht
auch die bereits existierende Topographie einschlieBlich
ihrer Ableitungen wie Hangneigung oder Geldndekriim-
mung sein.

Die andere theoretische Moglichkeit besteht in der Er-
weiterung der Muster um direkt empirisch abgeleitete
GroBen, wie z. B. einer Kreuzkorrelation zwischen den je-
weiligen Elementen.

Bei vielen Modellgleichungen von Kalman-Filtern wird
diese Technik in dhnlicher Weise eingesetzt. Hier wird der
Zustandsvektor in den meisten Fillen um die jeweiligen
Ableitungen erster und zweiter Ordnung erweitert (Mink-
ler und Minkler 1993, S. 108).

Der Vorteil eines hoherdimensionalen Merkmalsraumes
erschliet sich aus einem umgekehrten Beispiel: In einem
dreidimensionalen Raum 3 befinde sich eine schief lie-
gende Ebene, die von n Punkten reprisentiert wird. Bildet
man diese Punkte in die Ebene zweier Koordinatenachsen
ab, wird sich eine funktionale Regression dieser als sto-
chastisch erscheinenden Punktwolke als nahezu unméog-
lich erweisen. SchlieBlich ist eine wesentliche Information
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Zustandsraum R? Merkmalsraum H?

Abb. 1: Im Zustandsraum R? versagt die Regression, weil
sie eine Projektion einer Hyperebene aus einem Merkmals-
raum hoherer Ordnung 712 darstellt.

iiber diese Punkte verloren gegangen (Abb. 1). Die typi-
sche Ausgangssituation ist aber hdufig gerade ein solcher
abgebildeter Zustandsraum in der eine Modellbildung ge-
startet werden muss.

Das umgekehrte klassische Beispiel, das eine Problem-
l6sung in einem hoherdimensionalen Merkmalsraum be-
schreibt, ist das sogenannte XOR-Problem. Bei der Boo-
leschen Funktion des »ausschlieBenden ODERs« - kurz
XOR - wird den Wertepaaren (0,0) und (1,1) der Wert 0
und den Paaren (0,1) und (1,0) der Wert 1 zugewiesen.
Das XOR-Problem besteht in der Aufgabe, die zweidimen-
sional kartesisch aufgetragenen Wertepaare in Bezug auf
ihren Ausgabewert in der Ebene durch eine beliebige Linie
zu separieren (Haykin 1999, S. 175 ff. u. S. 259 ff.). In der
Ebene ist diese Aufgabe linear unlésbar (Abb. 2a). Span-
nen aber die Funktionswerte eine weitere Dimension auf,
so wird eine Hyperebene den so entstandenen Merkmals-
raum geeignet trennen konnen, dass die Muster geméaB ih-
res Funktionswertes eindeutig geschieden sind (Abb. 2b).

Beide Beispiele zeigen, dass komplex erscheinende Be-
ziehungen zwischen Systemein- und -ausgingen im Zu-
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Abb. 2: Die XOR-Dichotomie a) im zweidimensionalen Da-
tenraum, b) im dreidimensionalen Merkmalsraum mit den
Normalenvektoren der Abbildungen, c) in einen orthogo-
nalen Datenraum, d) die Abbildung der klassifizierenden
Ebene in den Datenraum, die Klassifizierung durch drei
Neuronen (gestrichelt) oder zwei RBF-Neuronen (durch-
gezogen) als e) theoretische und f) praktische L6sung.
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standsraum in einem hoherdimensionalen Merkmalsraum
linear sind oder sich geeignet linear ndhern lassen.

Die vorgestellten Beispiele beziehen sich bis hierher
noch auf die Mustererkennung, also auf die Trennung
von Mustern in Klassen. Die Schwierigkeit, zwei Gruppen
von Wertepaaren zu separieren, ist das inverse Problem
zu der von uns angestrebten Regression. Die Minimie-
rungsaufgabe fiir die Muster wird einfach umformuliert:
Sollten die Abstédnde einer separierenden Hyperebene zu
den Wertepaaren der beiden Klassen moglichst groB sein,
so soll bei der Regression der Abstand zu allen Mustern
moglichst klein werden.

3 Mustererkennung

Die SVM wurde urspriinglich zur Musterkennung ent-
wickelt (Vapnik und Chervonenkis 1974; Vapnik 1998).
Aus diesem Grund ist es zum Verstdndnis dieser Algorith-
men notwendig, einen Umweg durch die Grundlagen der
Mustererkennung zu unternehmen. Erst hiernach werden
wir uns der interessanteren Regressionsaufgabe zuwen-
den kénnen (Haykin 1999; Schélkopf und Smola 2001).
Eine Mustererkennung ist im einfachsten Fall die Se-
paration von gekennzeichneten Mustern in zwei Klassen.
Eine SVM als lineare Maschine fiihrt diese Aufgabe aus,
indem die Muster eben linear separiert werden (Haykin
1999, S. 318). Wie aber schon das Beispiel des ausschlie-
Benden Oders (XOR) gezeigt hat, kann eine lineare Tren-
nung im eigentlichen zweidimensionalen Zustandsraum
X C RV, N € N moglicherweise gar nicht vorgenom-
men werden. Die Muster sind nun gerade so im zweidi-
mensionalen Raum angeordnet, dass keine geometrische
Losung zur linearen Trennung existiert. Um die Muster
dennoch linear trennen zu kénnen, muss der urspriingli-
che Zustandsraum verlassen werden. Es muss zu diesem
Zweck vielmehr gelingen, die Muster in einem mindes-
tens dreidimensionalen Merkmalsraum H"=3 neu anzu-
ordnen. Also wird jedes Muster durch die Transformation

®:X — H sodass x — x = @(x) (1)

auf einen Vektor x im Kern-Hilbert-Raum H abgebildet
(Abb. 2b). Durch eine Hyperebene kann nun die Separati-
on in zwei Klassen erfolgen (Abb. 2c). Mit einem weiteren
Kunstgriff - dem sogenannten kernel-trick - der Nutzung
einer Kernfunktion KC(x,x’) gelingt gemiB des Mercer-
Theorems die Riicktransformation des héherdimensiona-
len Raumes in den gegebenen Datenraum (Abb. 2d-f).
Der Satz von Mercer besagt vereinfacht, dass eine Hyper-
ebene im Raum hoherer Ordnung einen Reprisentanten
im urspriinglichen Datenraum besitzt: Namlich eine steti-
ge, symmetrische, positiv definite Kernfunktion (x, x’)
(Mercer 1909). Eine solche Kernfunktion ist bereits das
hier verwendete Skalarprodukt (x,x’) = (®(x), ®(x'))
(siehe Abschn. 4).
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3.1 Voronoi-Klassifikator fiir linear trennbare
Muster

Bevor wir in die Welt der n-dimensionalen Hyperraume
mit ihren Hyperebenen eindringen, ist es zweckmaBig, die
Arbeitsweise eines linearen Klassifikators im zweidimen-
sionalen Datenraum, in diesem Falle anhand eines sin-
guldren Voronoi-Klassifikators, zu verstehen. Eine ver-
hiltnismiaBig einfache, aber zugleich effiziente Metho-
de zur Trennung der my Muster x;, gekennzeichnet mit
yi = +1, und der m_ Muster X, ihrerseits gekennzeich-
net mit y; = —1, stellt eine »1D-Hyperebene« in der Mitte
zwischen den beiden Zentren c; und c_ der Stichproben
in den Klassen dar (Abb. 3a). Der Vektor, der diese bei-
den Zentren verbindet, ist parallel zum Normalenvektor
der 1D-Hyperebene (Schoélkopf und Smola 2001, S. 4 ff.).
Hiermit ist es nun méglich, die Kennzeichnung

b+ L Z K(x,x;)

y = sgn
" =)

—i Z K(x,x;) ()

{ilyi=—1}

eines beliebigen neu hinzugefiigten Musters x zu errech-
nen. Dabei muss allerdings ein bias

1
b= W Z ,C(Xl', X])
~A{)lyi=yi=—1}
1
ey > K(xi, x;) (3)

2m
TG p)lyi=y=+1}

beriicksichtigt werden, der die Entfernung der Hyper-
ebene zum Koordinatenursprung angibt.

Ein wesentlicher Nachteil des gezeigten Algorithmus
ist aber, dass jedes weitere hinzukommende Muster x das
Zentrum der Stichprobe innerhalb seiner Klasse verschie-
ben kann (Abb. 3b). Damit wird auch die trennende Hy-
perebene gleich mit verschoben. Hierbei muss betont wer-
den, dass der empirische Schwerpunkt der zufillig vorlie-
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Abb. 3: Der singuldre Voronoi-2D-Klassifikator: Punkte
markieren die einzelnen Muster, Ringe deren Schwerpunk-
te c, und c_. Die Klassifikation erfolgt mittels des Skalar-
produktes (a,b) liber unterschiedliche Muster aus linear
trennbaren Klassen, alternative Klassifikation mittels der
GauBschen Kernfunktion (c).

genden Stichprobe von Mustern nicht gleich dem theore-
tischen Zentrum der Klasse ist. Dennoch erzielt dieser Al-
gorithmus gerade mit vielen Mustern passable Ergebnisse,
die sich durch die Nutzung einer anderen Kernfunktion,
wie hier gezeigt, mit dem GauB’schen Kern

Kg(x,x') = e(_%), (4)

auf einfache Weise verbessern lassen (Abb. 3c¢).

3.2 SVM fiir linear trennbare Muster

Eine SVM trennt die beiden Klassen durch eine opti-
male Hyperebene (Haykin 1999, S. 320). Ihre Losung
verwendet anstelle der - wie wir gerade gesehen ha-
ben - instabilen Zentren der Klassen vielmehr die Mus-
ter, die sich direkt an der Klassengrenze befinden. Nur
diese wenigen Muster - die Stiitzvektoren - entscheiden
iiber die Lage der Hyperebene. Damit verlieren zusatzli-
che Muster, die irgendwo in der Ferne von der Grenzfla-
che hinzugefiigt werden, ihren Einfluss auf die Losung.
Zur mathematisch-geometrischen Festlegung einer sol-
chen optimalen Hyperebene ist um diese ein symmetri-
scher Trennbereich - im Englischen als margin bezeich-
net — zu bilden, der frei von Mustern ist. Dieser Trennbe-
reich soll eine maximale Breite besitzen, damit noch bis-
her unbekannte Muster zukiinftig auch richtig zugeordnet
werden kdnnen.
3.2.1 Geometrischer Ansatz
Fiir den einfachsten Fall der linear trennbaren Muster
soll exemplarisch die Herleitung der Losungsfunktion der
SVM ausfiihrlich dargestellt werden.

Die gesuchte Hyperebene wird eindeutig und unabhén-
gig von der Dimension des Merkmalsraumes durch die
Punkt-Normalenform

w' (x—x0) =0 (5)

oder vereinfacht durch
wWix+b=0 mit b=—-w'xg (6)

beschrieben (Haykin 1999, S. 319). Die Trennung der
Muster [x;,y;] ergibt sich durch das Einsetzen von
x; in die Indikatorfunktion, gegeben durch die Punkt-
Normalengleichung der Hyperebene mit dem Resultat:

wixi+b>0 VYV y;=+1 (7)
wixi+b<0 VYV y;=—1. (8)

Ein positives oder negatives y; ordnet das Muster auf-
grund der aktuellen Lage der Hyperebene der jeweiligen
Klasse zu. Das bedeutet, Muster mit positiven y; befinden
sich auf der dem Ursprung abgewandten Seite der Hy-
perebene, solche mit negativem y; auf der zugewandten
Seite. In diesem Moment sind die Parameter w und b aber
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noch nicht optimal, daher wird es noch zu fehlerhaften
Zuordnungen kommen.

Es sei hier angenommen, dass die Hyperebene bereits
ndherungsweise so giinstig liegt, dass es zu keiner feh-
lerhaften Zuordnung kommt. Um nun aber einen Trenn-
bereich zwischen den Mustern [x;, y;] zu erschaffen, wird
die Forderung aufgestellt:

wixi+b>+1 V oy =+1 9)
wixi+b< -1 VYV y=-1 (10)

Das bedeutet, Muster [x;, y;], fiir die jetzt noch gilt
—1<wi'xi+b<+1, (11)

befinden sich innerhalb des aktuellen Trennbereichs. Des-
sen Breite muss also auch angepasst werden.

Multipliziert man hierzu die beiden Ungleichungen (9)
und (10) jeweils mit dem Zuordnungsresultat y;, erhilt
man den geschlossenen Ausdruck

i (wal- +b) > 1. (12)
Der ausformulierte Ausdruck
Vi (WTXi — WTXO) >1 (13)

zeigt, dass der einzige variable Anteil im Normalenvektor
w besteht, denn die Trainingsmuster [x;, y;] sind vorge-
geben. Auch der - wenngleich noch variable — Vektor x,
der die Lage des Hauptpunktes der Hyperebene beschreibt,
hat keinen Einfluss auf die Breite des Trennbereiches. Da-
her wird zunéchst der m-dimensionale Normalenvektor
mit der euklidischen Norm

1

||w||:<wTw>2:\/w%+w§+...+wg1 (14)
auf den Einheitsvektor

Wo = = (15)

normiert. Dazu ist Gleichung (13) auf beiden Seiten durch
||w|| zu teilen. Damit stehen in dem Ausdruck

wl b 1
- Xj — > (16)
y <||w|| l w||> [[wl]

ablesbare euklidische Entfernungen. So ist wg—x,- die Pro-
jektion eines Mustervektors x; auf den Einheitsnorma-
lenvektor wg. Das entspricht der Entfernung von x; zu
der Ursprungsebene, die parallel zur Hyperebene liegt
(Abb. 4). Der Quotient —b - ||w]||~! ist die Projektion des
Hauptpunktes x auf den Einheitsnormalenvektor wy und
steht fiir den Abstand der Hyperebene zum Ursprung. Die
Differenz aus diesen beiden Ausdriicken bildet also den
orthogonalen Abstand ||w||~! des Punktes x; zur Hy-
perebene. In Gleichung (16) erkennt man demzufolge die
Hesse-Normalenform der Hyperebene. Hierin kann man
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Abb. 4: SVM fiir linear trennbare Muster: x, und w,,,
legen die Lage und Richtung der trennenden Hyperebene
fest. Der Trennbereich wird durch die Lage der Stiitzvek-
toren zu beiden Seiten der Hyperebene festgelegt.

den Abstand der Punkte am Rand des Trennbereiches der
Hyperebene angeben als

wo xi — bl |w|[ 7! = [jw]| . (17)
In diesem Ausdruck wird klar, dass die Breite des Trenn-
bereiches als doppelter Abstand der Hyperebene zu den
Randern des Trennbereiches 2 - ||w||~! antiproportional
zur Lange des Normalenvektors sein muss.

Wenn also ein moglichst kurzer Normalenvektor w auf
einen breiten Trennbereich fiihrt, so ist zu dessen Maxi-
mierung ||w|| zu minimieren. Aus der Ausgleichung sind
solche Forderungen bekannt (Niemeier 2008, S. 132, 139,
176, 184).

Man minimiere also die quadratische Verlustfunktion

1 1
D(w) = §||WH2 = EwTw. (18)

Geometrisch bedeutet dieser Minimierungsauftrag fol-
gendes: Die Hyperebene soll sich immer weiter von den
Mustern [x;, y;] entfernen. Leider tut sie dieses nicht,
indem sie die Muster voneinander trennt, sondern sie
entfernt sich von allen Mustern gleichermaBen, indem
sie den Zwischenraum zwischen den Klassen verldsst
(Abb. 5a). Wird der Normalenvektor - wie gefordert —

Cs

Abb. 5: a) Die Mimimierung von w'w treibt die Hyper-
ebene von allen Mustern weg, b) bei der Maximierung
aller y;(w'x;-b) - 1 liegt die Hyperebene an den Punkten
der kleineren Stichprobe ohne jeden Trennbereich.

c) Beide Bedingungen wirken geeignet zusammen.
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infinitesimal klein, degeneriert er im Grenziibergang zu
einem Punkt. Das bedeutet, dass die Hyperebene in un-
endlicher Entfernung um den Schwerpunkt aller Muster
rotiert.

Es sind also weitere Randbedingungen nétig, um die
Hyperebene in den Bereich zwischen die Klassen zu zwin-
gen. Hierzu kann man fordern, dass alle orthogonalen Ab-
stdnde auf den positiven, wie negativen Rand des Trenn-
bereichs

N T
w b 1
Ndi=>"y; X — - (19)
: ’io%Qmuluwo [[wl]

gemeinsam zu maximieren sind. Jede Bedingung fiir sich
ist nur exakt dann erfiillt, wenn a) die Klassenzuordnung
y; stimmt, denn andernfalls wére das Resultat d; < —1,
und wenn b) der Trennbereich verlassen worden ist, denn
andernfalls wire das Resultat —1 < d; < 0. Die einzelne
Randbedingung

di = y; (wal- - b) ~1>0 (20)

kann schadlos ohne die Normierung des Normalenvektors
formuliert werden. Zusammen zwingen sie die Hyper-
ebene zwischen die beiden Klassen [x;, ;] und [x;, y; .
Dabei darf sich die Hyperebene aber einzelnen Mustern
unmittelbar ndhern, denn mit einer wachsenden eukli-
dischen Norm ||w|| wird der Trennbereich infinitesimal
schmal und liegt nicht mehr mittig zwischen den beiden
Klassen (Abb. 5b). Jede einzelne Randbedingung

ai (y; (wx;—b)—1) =0 (21)
(o (wTxi—0) -1)

wird fiir sich mit einem Vorfaktor, nidmlich einem
Lagrange-Multiplikator

a; >0 (22)

gewichtet, um zu verhindern, dass alle Muster gleicher-
maBen - wie zuvor beim Voronoi-Klassifikator - an der
Losung teilhaben. Die Forderung, dass «; > 0 sein muss,
verhindert, dass sich einzelne Muster bei dieser Opti-
mierung implizit der falschen Klasse zuschlagen lassen
(Scholkopf et al. 2007, S. 12 ff.).

Die Gleichungen (20), (21) und (22) heiBen Karush-
Kuhn-Tucker-Bedingungen (Burges 1998, S. 131). Bei ih-
nen handelt es sich um allgemein giltige und notwendi-
ge Bedingungen der bedingten nichtlinearen Optimierung
(Kuhn und Tucker 1951; Hillier und Liebermann 2002).

Damit lédsst sich sich eine Lagrange-Funktion in der
Form

1
L(w, b,a) = 5|

S (W) 1) o
i=0

aufstellen. Diese Funktion muss in Hinblick auf den Nor-
malenvektor w und den bias b minimiert werden.

Es gilt also

oL(w, b, ) — 0 und oL(w,b, )

ow w0 (4)

Die Ableitung nach dem Normalenvektor fiihrt auf

oL(w,b,a) 1 al !
T = E 2W — z;“iyixi =0, (25)
i—

was gleichbedeutend ist mit

N
W — Z xYiX;. (26)
i=0

Damit ergibt sich die Berechnung von w als die Summe
iiber die gewichteten Produkte aus dem Eingang und Aus-
gang eines jeden Musters. Jedes Produkt entspricht einer
unnormierten Kovarianz fiir ein x; und ein y;.

Die Anwendung der zweiten Ableitung

AL(w,b,@) o 1
— = gazyl =0, (27)

was gleichbedeutend ist mit

N
> iy =0, (28)
i=0

hat eine interessante geometrische Bedeutung. Aus (28)
kann man schlieen, dass

ooty == oy (29)
i L

————
Vi=0..n~

———
Vi=0...n+

gelten muss. Die Anzahl n™ und n~ der Muster auf der
jeweiligen Seite der Hyperebene ist demnach irrelevant.
Hierzu erinnere man sich: Auch beim Voronoi-Klassifi-
kator sind die Klassen, vertreten durch ihren Mittelwert,
fiir die Berechnung der Hyperebene gleichbedeutend. Die
Gewichtung innerhalb einer Klasse ist bis hierhin fiir eine
SVM allerdings noch offen.
Zur weiteren Losung wird die Lagrange-Funktion

1
L(w,b,a) = EWTW

N N

= wyiw ' xi —b > ay;
i=0 i=0
N

+) o (30)
i=0

ausmultipliziert. Aus der Ableitung der Lagrange-
Funktion nach db (28) ergibt sich fiir den dritten Term

N
bZ(Xl‘yl‘ =0. (31)
i=0
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Setzt man die Gleichung fiir w (26) aus der Ablei-
tung nach ow in die ersten beiden Terme der Lagrange-
Funktion ein, so gilt

N N
1
L(W, b, a) = E Z X YiXi - Z Oé]y]X]
i=0 j=0
N N
SDILTRE LT
i=0 j=0

N
+ Z ;. (3 2)
i=0

3.2.2 Ldsung fiir linear trennbare Muster

Die Gleichung (32) enthélt nun die Bedingungen, die sich
aus der Minimierung hinsichtlich w und b ergeben. Ge-
sucht ist aber der Sattelpunkt auch in Bezug auf die ein-
zelnen Lagrange-Multiplikatoren «;. Hierbei galt es, alle
Bedingungen (21) zu maximieren, so dass sich die Ge-
samtlosungsfunktion als die Maximierung von

N N
1
Qler) = i — 2 > wajyiyix x; (33)
i=1 (i,j)=1
unter den Bedingungen
N
> iy =0 (34)
i=1
und
a>0Vi=1...N (35)

formulieren ldsst (Haykin 1999, S. 322 f.). Fiir eine hier
nun notwendige bedingte nichtlineare Optimierung ste-
hen verschiedene Algorithmen zur Verfiigung (Domsch-
ke und Drexl 2002; Grundmann 2002; Hillier und Lie-
bermann 2002; Rardin 1998). Ihre Beschreibung ist nur
im Rahmen eines weiteren umfangreichen Fachartikels
moglich. Die Verfahren sind vom Ergebnis weitgehend
gleichwertig, sie unterscheiden sich vielmehr im Rechen-
aufwand. Daher wird aktuell die Lésung {iber sequenti-
elle Minimumsoptimierung (SMO) empfohlen (Platt 1998,
1999).

Ist die Losungsfunktion Q(«) unter der Beriicksichti-
gung von (34) und (35) maximiert, ergibt sich der opti-
male Gewichtsvektor

N
Wopt = Z Kopt,iYiXi- (36)
i=1

An dieser Summation wirkt nur eine verhéltnismaBig
kleine Anzahl von Mustern mit, denn fiir die meisten
Muster wird &, ; den Wert null angenommen haben. Da-
mit reduziert sich die Summe auf

NG)
Wopt = Z “opt,tyt(s)xt(s) V“OPt,L > 0. (37)
=1
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Diese N(®) Muster [xfs), yfs)} nennt man die Stiitzvekto-
ren oder support vectors. Sie bilden die Untermenge von
Mustern, die jeweils am Rand ihrer Klasse die Lage und
Ausrichtung der Hyperebene und damit auch die Lage und
Ausrichtung des zugehorigen Trennbereiches bestimmen.
Der zugehorige bestangepasste bias der Hyperebene er-
rechnet sich aus einem beliebigen Stiitzvektor zu

bopt = o - WoTpth(s) (8)
analog mit
%™, 9] = [, il Yoy > 0. 9

3.3 SVM fiir linear nicht trennbare Muster

Es kann sich als notwendig erweisen, einige wenige
falsche Klassifizierungen zuzulassen, ndmlich dann, wenn
die gegebenen Muster a priori linear untrennbar sind.
Die Klassifikation entlang einer scharfen Hyperebene
kann dahingehend erweitert werden, dass die Muster aus-
nahmsweise auch auf die falsche Seite der Hyperebene
fallen diirfen. Zu diesen Zweck werden positive Schlupf-
variablen - im Englischen slack variables genannt - als
&i > 0 eingefiihrt. Diese haben die Funktion von Fehler-
termen. Damit erweitert sich der Klassifikator wie folgt:

yi(wixi+b)>1-& ¥V i=1...N. (40)

Die neu definierten Variablen &; beschreiben das empiri-
sche Risiko einer Fehlklassifikation. Drei Fille von Fehl-
klassifikationen sind moéglich:

e (0 < ¢&; < 1:Das Muster fillt in den Trennbereich auf
Seiten der richtigen Klasse,

e 1 < &; < 2:Das Muster féllt in den Trennbereich auf
Seiten der falschen Klasse,

e &; > 2: Das Muster féllt in die falsche Klasse.

Die hierfiir zu bildende Indikatorfunktion ist nichtkonvex,
daher wird die zugehorige Verlustfunktion

N
®(w, &) = swTw+CY g (@)
i=1

um einen zweiten Term erginzt, der eine Vereinfachung
der nichtkonvexen Indikatorfunktion darstellt (Haykin
1999, S. 327).

Die Losungsfunktion dieses Klassifikators (33) bleibt
dieselbe. Jedoch fiithren die Ableitungen nach oJw,
ob und 0 zusammen mit den Karush-Kuhn-Tucker-
Bedingungen (Burges 1998, S. 136 f.) anstelle der zweiten
Losungsbedingung (35) auf

0<o<CVi=1...N. (42)
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Uberraschenderweise tauchen die &; in dieser Optimierung
nicht mehr explizit auf. Vielmehr werden sie durch die
Wahl von C definiert. Der Parameter C wirkt demnach
als StellgroBe fiir den Klassifikator: Mit dem C wéchst
auch die Komplexitdt des Klassifikators. Dieser Parame-
ter muss durch den Nutzer heuristisch angepasst werden.
IndikatorgréBen zur Steuerung dieses Parameters sind im
wesentlichen die Anzahl der als Stiitzvektoren erkannten
Muster und die VC-Dimension des Modells (Kap. 6).

Die Berechnung von wyy; erfolgt analog zur Losung
fiir linear trennbare Muster (37). Der bias bypt wird hin-
gegen aus dem Mittelwert aus allen Stiitzvektoren (38)
gebildet. AnschlieBend kénnen alle positiven Schlupfva-
riablen

& =1—yi(wx;+b) V& >0 (43)

berechnet werden.

Ein abstrakter Wert wie C ist in der Nutzung nicht im-
mer hilfreich. Daher kann ebenso ein positiver Maximal-
wert fiir £; als Randbedingung eingefiihrt werden, wobei
C dann als Parameter fungiert, fiir den ein optimaler Wert
zu bestimmen ist.

4 Kernfunktionen

Es ist sehr aufwendig, groBe Mengen von Datenpaaren in
einen hoherdimensionalen Raum zu transformieren, um
hier die Suche nach einer optimalen Hyperebene vorzu-
nehmen. Daher wird, anstatt die Daten in den Merkmals-
raum zu transformieren, jeweils eine Funktion gesucht,
die einer Riickabbildung der Hyperebene aus dem Merk-
malsraum in den Zustandsraum entspricht. Dieses Vorge-
hen wird - wie bereits erwdhnt und beim Voronoi-Klas-
sifikator bereits eingesetzt — als der kernel trick, also der
Kunstgriff iiber die Kernfunktionen bezeichnet.
Eine solche stetige symmetrische Kernfunktion

ZMPL x;)@u(x)) (44)

K(xi, x;)

mit den Eigenfunktionen ¢(x) und den positiven Eigen-
werten A sei definiert auf dem geschlossenen Intervall
a<x; X < b. Soll eine Kernfunktion fiir die SVMs taug-
lich sein, also in der Losungsfunktion Q( - ) gleichmiBig
und vollstindig konvergieren, dann muss jene positiv de-
finit sein. Positiv definit ist die Kernfunktion KC(x;, x;)
genau dann, wenn die Mercer-Bedingung!

b b
//K X;, x] )IP(X])aXlaX] >0 (45)

1 Bei Haykin (1999, S. 331) sowie bei Haykin (2009, S. 311)
finden sich vertauschte Integrationsgrenzen, vergleiche hierzu
Mercer (1909, S. 416) und Schélkopf (2001, S. 36).

erfiillt ist (Mercer 1909, S. 442). Die Funktionen t(x)
miissen dabei quadratintegrierbar sein:

b
/ Y2 (x)3x < oo. (46)

Mercers Bedingung beschreibt nicht etwa, wie Kernfunk-
tionen gebildet werden konnen, sondern nur ob eine
Funktion eine geeignete Kernfunktion sein kann (Hay-
kin 1999, S. 332). Unter diesen Funktionen findet sich die
Kernfunktion der Kreuzkorrelationsfunktion ebenso, wie
auch die gewichtete Summe eines Neurons eines kiinstli-
chen neuronalen Netzes (KNN) oder die radiale Basisfunk-
tion (RBF) iiber der euklidischen Norm.

Wir erinnern uns nochmals an die Losungsfunktion
(33) mit den Langrange-Multiplikatoren:

Z%

Z oYy (xi, X;)- (47)
(,1)

Eine Uberfiihrung der Muster in den Hyperraum fiihrte
gemifB der Transformationsanweisung (1) auf

N

> oy ®(x;) -

N
o) = Zcxi — =
i=1 (i,j)=1

also die aufwendige Berechnungsvariante. Mit der Vorga-
be, dass nun eine geeignete Kernfunktion

d)(Xj), (48)

IC(xl-, x]) = (D(Xi) . (I)(X]) (49)

bereits im Zustandsraum berechnet werden kann, er-
folgt die eigentliche Transformation lediglich implizit. Die
Kernfunktion ist dann geeignet, wenn sie das Skalarpro-
dukt (x;,x;) der Mustereingénge x; enthlt. Diese ist im
Zustandsraum eben weit weniger rechenintensiv. Bereits
das Skalarprodukt fiir sich allein fungiert (x;, x;) als eine
Kernfunktion, so dass wir (33) schreiben diirfen als
Z ooy iK(xi, x;), (50)

zaz
(w)

jedoch mit der jetzt verallgemeinerten Kernfunktion
IC(xl-, x])

Der jetzt mehrfach erwédhnte Skalarprodukt-Kern
IC(xl-,xj) = <Xi,Xj> =Xj - Xj (51)

eignet sich in erster Linie fiir linear trennbare Muster. Un-
ter der Vorgabe, dass einige wenige — stochastisch beding-
te — Fehlklassifikationen zugelassen werden diirfen, kann
dieser Kern auch verwendet werden. Eine erste wesentli-
che Erweiterung stellt der Polynom-Kern

IC(xi, x]) = ((Xi,x]'>)d (52)
bzw. der inhomogene Polynom-Kern
K(x;, X]) = (<Xi,X]'> + 1)d (53)
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dar (Schélkopf und Smola 2001, S. 45 f.), der es beispiels-
weise in seiner quadratischen Form - also mitd = 2 - er-
moglicht, das eingangs erlduterte XOR-Problem zu 16sen
(Haykin 1999, S. 355 ff.). Ein weitgehend gebriuchlicher
Kern ist der Gauss- oder in erweiterter Form der RBF-Kern

K(xi,xj) = e(=7Ixi=xl) (54)

Grundsitzlich eignen sich radiale Basisfunktionen in
der Interpolation, in den Fuzzy Clustering Methoden
oder als neuronale RBF-Netze fiir Modellierungsaufga-
ben. Dementsprechend sind sie auch als Kernfunktionen
in den SVMs von groftem Interesse. Gleichfalls aus dem
Bereich der neuronalen Netze kommt der Neuronale Kern

K(x,xj) = tanh(a(x;, x;) +b), (55)

der anstelle eines Tangens Hyperbolicus auch andere sig-
moidale Aktivierungsfunktionen verwenden kann. Der
mit Abstand flexibelste Algorithmus ist der ANOVA-Kern

D
ICD(xi,xj) = Z (H ICid(xid,xjd)> . (56)

l§i1<.‘.<iD§N d=1

Dieser Kern ermoglicht die mehrdimensionale Regressi-
on insbesondere unter der Voraussetzung, dass die k ver-
schiedenen Elemente des Eingangsvektors (x;)« sehr un-
terschiedliche Verteilungen besitzen.

Allen dargestellten Kernfunktionen ist sichtbar zu ei-
gen, dass sie um das Skalarprodukt (x;, x]-> herum ar-
rangiert sind. Eine Ausnahme bilden die RBF-Kerne. Sie
bauen mit der euklidischen Norm auf dem Skalarprodukt
der Musterdifferenz (x; — x;j,x; — x;) auf (Scholkopf und
Smola 2001, S. 46).

5 Regression mit SVM

Im letzten Schritt kann das gewonnene Wissen aus der
Mustererkennung auf die Regression

Yyi = f(Xi) +v; = WTXl' +b+ Vi (57)

ibertragen werden. Dabei ist y; eine Zufallsvariable aus
einem deterministischen Anteil f(x;) und einem stochas-
tischen Rauschen ;. Fiir die Regression wird die Be-
deutung der Trennfldche umdefiniert: Alle Muster, die in
die Trennflache zwischen —e¢...e¢ beiderseits der Hyper-
ebene fallen, nehmen an der Optimierung nicht mehr teil
(Abb. 6). Vielmehr erhalten nun die Muster auBerhalb
des Trennbereiches nichtnegative Schlupfvariablen. Dar-
aus ergibt sich eine e-unempfindliche Einflussfunktion ¥,
(Haykin 1999, Kap. 6.7). Dazu wird nochmals die Verlust-
funktion (41) in der Form

N
1
D(w,E,8%) = EwTw +C Z (&+ &) (58)
i=1

definiert, hier allerdings mit zwei Mengen nichtnegativer
Schlupfvariablen &;, &7.
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W (v, f(x;)) 4

yi —f(x;)
Abb. 6: Einflussfunktion der SV-Regression: Im 2¢ brei-
ten Trennbereich sind die Residuen gleich Null, auBerhalb
werden den Mustern positive und negative Schlupfvari-
ablen zugewiesen, damit jene an der Optimierung teil-
nehmen.

= €

Die Minimierungsaufgabe der so aus (58) definierten
Verlustfunktion mit Hinblick auf

WTX+b{ Z]/i—f—rsi

<Yitet& } Vi=1...N (59)

unter der Voraussetzung
&, >0V i=1...N

kann gleichermaBen durch die Maximierung der Losungs-
funktion

unter den Bedingungen

N N

Zcxi=er§‘, (61)
i=1 i=1

und

0<a,a; <CVi=1...N (62)

gelost werden. Wihrend der Modellbildung miissen die
Parameter ¢, bzw. +&; und —& im Einklang mit C der-
art angepasst werden, dass die Anzahl der Stiitzvektoren
und die Komplexitit des Modells, also die VC-Dimension
(Kap. 6), moglichst klein gehalten werden.

Die Regressionslosung fiir beliebige Eingédnge x ergibt
sich als

N
f(x) = Z((X,‘ —af )K(x,x;) + b. (63)

Die praktische Berechnung des bias b ist bei der SV-Re-
gression ein eigenes Problem (Smola und Schoélkopf 2004,
Kap. 1.4) und kann nicht geschlossen gelost werden.
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6 Die Modellkapazitat

Jedes Modell - so auch eine Regression — weist eine be-
stimmte Komplexitidt auf. Diese Komplexitit muss in ei-
nem geeigneten Verhiltnis zu der Dimension und der An-
zahl der Muster stehen. Ein Missverhiltnis als Resultat ei-
nes zu komplexen Modells fiihrt zum gefiirchteten Uber-
trainieren oder overfitting (Heine 1999; Miima 2002 ; Hei-
nert und Niemeier 2007; Heinert 2008a,b). Dieses Miss-
verhiltnis setzt bereits lange vor einer zu niedrigen Red-
undanz im Sinne einer Ausgleichungsaufgabe ein (Nie-
meier 2008).

6.1 Die VC-Dimension

Da dieses Problem so schwerwiegend ist, muss zunichst
ein eindeutiges numerisches MafB fiir die Komplexi-
tit eines Modells gefunden werden. Ein solches MaB
ist beispielsweise die sogenannte Vapnik-Chervonenkis-
Dimension oder abgekiirzt VC-Dimension (Haykin 1999,
S. 95).

Definition: Die VC-Dimension eines Ensembles von
Dichotomien F = {®y(x) : w € W, 0 : R"W  —
0,1} ist die Kardinalitit h = |L| der groBten Unter-
menge L die von F zerschmettert wird.

Diese Definition hat Vapnik selbst etwas erkldrender ab-
gefasst (Vapnik 1998, S. 147):

Die VC-Dimension einer Schar von Indikatorfunktio-
nen Oy (x), w € W ist die gréBte Anzahl h von Vek-
toren, die in jeder der 2h maglichen Verteilung unter
Nutzung der Funktionsschar auf zwei unterschiedli-
che Klassen verteilt werden kdnnen.

Die VC-Dimension ist also die maximale Anzahl £ von
Mustern in einem n-dimensionalen Ursprungsraum R”,
die irrtumsfrei in zwei Klassen getrennt werden kon-
nen (Haykin 1999, S. 94 f.). Da allerdings auch unscharfe
Mengenzugehorigkeiten von Mustern oder unscharfe Zu-
weisungen durch die Funktionsschar moglich sind, erwei-
tert sich h = |£] =VC(N) zur Kardinalitit der irrtums-
frei trennbaren Muster. Die Mdchtigkeit oder Kardinali-
tit einer endlichen Menge ist die Summe aller charak-
teristischen Funktionswerte ihrer Elemente (Bothe 1995,
S. 35). Dabei beschreibt die charakteristische Funktion ei-
nes Elementes dessen unscharfe Zugehorigkeit zu einer
Menge mit Werten von 0 bis 1. Diese Definition bezieht
sich auf die Anwendung einer geeigneten Schar von w In-
dikatorfunktionen @ (x), die dieses »Zerschmettern« der
Gesamtmenge in zwei Klassen vornehmen. Die maxima-
le Anzahl  muss dabei in allen 2" méglichen Arten irr-
tumsfrei erfolgen konnen (siehe Abb. 7). Damit wird jeder
Funktionsschar und weiterhin ihren verschiedenen Kom-
binationen eine Kapazitit in Form der VC-Dimension zur
Trennung zugeschrieben.

Ein theoretisches Giitekriterium fiir ein Modell muss
die Aussage treffen konnen, ob die verwendeten Opera-

Abb. 7: Ein Beispiel fiir die VCdim(®(r)) = 3. Die 2° Mdg-
lichkeiten der Verteilung der Muster kann durch h=3 Li-
nien irrtumsfrei in zwei Klassen geteilt werden.

toren jeweils Funktionsscharen angehoren, deren Anpas-
sungsfihigkeit nicht zu groB gegeniiber der Anzahl von
Paaren von Eingangs- und Ausgangsvektoren [x;, y;] ist.
Ist dieses Glitekriterium eingehalten und ist eine Anpas-
sung des Modells an die Trainingsdaten gelungen, so ist
es wahrscheinlich, dass das Modell die Struktur zwischen
den Eingdngen und Ausgingen eines Systems bestmog-
lich abbildet. Ist dieses Giitekriterium nicht erfiillt, be-
steht eine groBe Wahrscheinlichkeit, dass die Operatoren
ihre Anpassungsfiahigkeit zur ungeneralisierten Speiche-
rung der Trainingsdaten verwendet haben.

Die Berechnung dieser Dimension kann bisher noch
nicht verallgemeinert werden (Koiran und Sontag 1996;
Elisseeff und Paugam-Moisy 1997; Sontag 1998; Schmitt
2001, 2005). Vielmehr ist es oft nur moglich, die oberen
und unteren Grenzen in Form von Landau-Bachmann-
Symbolen in Abhingigkeit von der Anzahl der Modell-
kerne anzugeben.

Im Regressionsfall ist die VC-Dimension die Kardinali-
tat der Muster, die durch eine Funktionsschar irrtumsfrei
approximiert werden.

6.2 \Verteilungsunabhingige Grenzen der
Risikofunktion

Im besonderen Fall der Regression ist die Ausgangssi-
tuation gegeben, dass eine Reihe von Zufallswerten mit
einer Funktion beliebiger Komplexitit beschrieben wer-
den kann. Wo werden noch funktionale Anteile beriick-
sichtigt, wo werden stochastische Anteile in die Regres-
sionsfunktion aufgenommen? Man sucht demnach einen
Gleichgewichtszustand zwischen einer komplexen Re-
gressionsfunktion und dem empirischen Risiko. Um die-
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ses Gleichgewicht finden zu kénnen, benétigt man eine
Beschreibung des vollstindigen Risikos: Die Grenze der
Risikofunktion oder Risikoschranke R (%) (Abb. 8) bertick-
sichtigt durch die Summe

R(h) = Remp + €1 (N/ h,a, Remp) (64)

sowohl das empirische Risiko Remp als auch das Konfi-
denzintervall

€1(N,h, &, Remp) = 4€3(N, h, ) (65)

in Abhingigkeit des empirischen Risikos und des Konfi-
denzintervalls der VC-Dimension (Haykin 1999, S. 99 ff.).
Dieses Konfidenzintervall der VC-Dimension (Vapnik
1998, S. 219 1f))

€o(N,h, o) = \/% <log <% + 1) — %log oc) (66)

ist eine Komplexitdtsschranke abhéngig von der Anzahl
der Muster N, der VC-Dimension & und der Wahrschein-
lichkeit

h
"= (@) N, (67)

Darin ist 1 die Genauigkeit, mit der die Approximation
erfolgen soll.

Entscheidend fiir die Komplexitit eines Modells ist der
Bereich um das Minimum der Risikoschranke (Abb. 8). In
diesem Bereich ist ein Modell mit den entsprechenden VC-
Dimensionen richtig bestimmt. Ist die VC-Dimension klei-
ner, besteht Grund zur Annahme, dass das Modell iiber-
bestimmt ist, also zuviele Muster fiir ein simples Modell

14
iber- richtig unter-
bestimmt bestimmt bestimmt
Risiko-

schranke

Fehler

Empirisches
Risiko

Konfidenz-
intervall h

Hmin Hmax
VC-Dimension

Abb. 8: Die Risikoschranke als obere Hiillende tiber dem
empirischen Risiko und dem Konfidenzintervall als Mal3
der Modellkapazitat hat ihr Minimum im Bereich der op-
timalen VC-Dimension. Uberbestimmte Modelle generali-
sieren mdglicherweise zu stark, wahrend unterbestimmte
Modelle zu stark memorisieren.
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aufweist (Haykin 1999, S. 100 f.). Es ist damit aber keines-
wegs ausgeschlossen, dass das Modell die Muster so »in-
telligent« generalisiert hat, dass das Modell dennoch ein
kleines empirisches Risiko hat und damit durchaus iden-
tifizierend ist.

Umgekehrt ist ein Modell mit hoher VC-Dimension un-
terbestimmt. Es gibt also moglicherweise zu wenige Mus-
ter um das Modell zu stiitzen. Bei einer nur schwachen
Unterbestimmung kommt es zunichst zu dem Phédnomen,
dass sich die Abbildung von Subprozessen additiv auf
mehr Modellkerne verteilt, als zur Abbildung notwendig
wéren. Im schlimmsten Fall wird das Modell seine Kapazi-
tat darauf verwenden, anstatt eine Generalisierung zu er-
reichen, jedes einzelne Muster zu memorisieren, was man
als Ubertrainieren bezeichnet. Es wird sich also im Ex-
tremfall an jedes einzelne Muster »erinnern«. Das Mini-
mum der Risikoschranke liegt also im Optimum zwischen
»Wissen« und »Intelligenz« des Modells.

7 Resiimee

Wie genau realisiert eine SVM die Robustheit gegen das
Problem des Ubertrainierens? Obgleich gerade die Nut-
zung der michtigen Kernfunktionen, wie beispielsweise
der RBF- und ANOVA-Kern, theoretisch auf unendliche
VC-Dimensionen fiihrt, soll der Algorithmus robust sein?

Der entscheidende Schritt hierfiir ist bereits getan: Wie
immer auch die Hyperebene in den Mustern liegt, ob sie
denn zur Mustererkennung oder zur Regression im ho-
herdimensionalen Merkmalsraum zu liegen kommt, die
Hyperebene verfiigt bei richtiger Verwendung der SVM
eine endliche und im gilinstigsten Fall eine signifikant
kleinere Anzahl an Stiitzvektoren als die Anzahl der ver-
fiigharen Muster. Denn man erinnere sich, dass die Hyper-
ebene in jedem hoherdimensionalen Raum und sowohl
im linearen als auch im nichtlinearen Fall sich auf ei-
ne Untergruppe von Mustern stiitzt, ndmlich auf mog-
lichst wenige Stiitzvektoren. Alle anderen Muster haben
keinen Einfluss auf die Lage der Hyperebene. Sie tragen
also nicht zum Lernprozess bei, obgleich sie implizit mit-
gelernt sind. Damit ist ein Ubertrainieren a priori ausge-
schlossen.

Gleichwohl ist wihrend der Nutzung einer SVM fort-
wihrend darauf zu achten, dass die Wahl der Parameter,
insbesondere C und ¢, zu Losungen mit niedrigen VC-
Dimensionen fiihren.

Im zweiten Teil dieses Artikels in einem Folgeheft wird
auf verschiedene Berechnungsbeispiele und Anwendun-
gen eingegangen werden. Hier wird sich zeigen, dass
die aufwendigen theoretischen Herleitungen und die zu-
nichst ungewohnten mathematischen Betrachtungen zu
interessanten praktischen Ergebnissen fiihren.
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